MANFRED STEINER UND HANS-GEORG WITTKEMPER

Aktienrendite-Schitzungen mit Hilfe
kiinstlicher neuronaler Netze

1. Einleitung

Der erfolgreiche Test kiinstlicher neuronaler Netze
(KNN) in verschiedenen Bereichen der Betriebs-
wirtschaftslehre [1] legt es nahe, zu untersuchen,
inwieweit diese Techniken im Bereich der Kapital-
marktforschung nutzbringend angewendet werden
konnen. In diesem Aufsatz sollen nun erste vorliu-
fige Resultate tiber den Einsatz von KNN zur Schiit-
zung der Aktienrendite und zur Modellierung rele-
vanter Einflussgrossen auf die Aktienrendite als
Alternative zum Marktmodell von SHARPE (1963)
présentiert werden.

Der Artikel ist folgendermassen aufgebaut: Ab-
schnitt 2 behandelt kurz die Grundlagen des Markt-
modelles. Die verwendeten KNN und Regressions-
verfahren werden in Abschnitt 3 eingefiihrt. Die
Darstellung und Analyse der Schitz-Ergebnisse
erfolgtin den Abschnitten 4 und 5. Eine zusammen-
fassende Beurteilung der Ergebnisse wird schliess-
lich in Abschnitt 6 vorgenommen.

2. Grundlagen des Marktmodells

Das Marktmodell von Sharpe [2] unterstellt eine
lineare Beziehung zwischen der unsicheren Rendite
eines Wertpapiers R und der Rendite des Marktpor-
tefeuilles R, :

Statistisch gesehen kann a,als absolutes Glied, bl. als
Regressionskoeffizient der Marktrendite und u, als
Storvariable gesehen werden; 6konomisch betrach-
tet ldsst sich a; als konstante marktunabhéngige
Rendite, u, als unternehmensspezifische Rendite
und b, *R, als von der Marktentwicklung abhéngi-
ger Renditebestandteil der Aktienrendite erkldren.
Der Faktor b kann in den Betafaktor des CAPM im
Gleichgewicht tiberfiihrt werden [3]:

_ Cov(R;R,)

b, = B, =
VarR,)

Um Aussagen iiber den zukiinftigen Betafaktor

einer Aktie zu treffen, kann man im R/\ahmen einer

Ex-post-Analyse einen historischen b-Faktor be-

rechnen und diesen als naiven Schitzwert fiir den zu

erwartenden Betafaktor verwenden [4]:
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Als Substitut fiir das Marktportefeuille wird in
dieser Untersuchung der Deutsche Aktienindex
(DAX) genutzt. Die Rendite eines Wertpapiers
wird hier wie folgt berechnet:
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mit

R, = Rendite der Aktie i fiir den Zeitpunkt

K_ = Kurs der Aktie i zum Zeitpunkt ¢

D_= Dividendenabschlag fiir Aktie i zum Zeit-
punkt ¢

3. Vorbereitung und Aufbau der Untersuchung
3.1 Verwendete Verfahren und Modelle

Das CAPM beschreibt als erkldrendes Modell, welche
Aktienrenditen Anleger zu bestimmten Zeitpunk-
ten erwarten konnen. Die iibliche Vorgehensweise
zur Schitzung der erwarteten Rendite ist die An-
wendung von Regressionsanalysen, um so die Para-
meter des Marktmodells anhand der vorangegange-
nen Zeitperiode zu berechnen und diese zur Schiit-
zung fiir zukiinftige Perioden zu verwenden. In
dieser Untersuchung wird ein alternatives Verfah-
ren, KNN, zur Schitzung der Renditen eingesetzt.
Es wird versucht, mit Hilfe von KNN denjenigen
Zusammenhang am Kapitalmarkt zu ermitteln, der
die tatséichlich beobachteten Renditen am besten
erklart.

Die Anwendung statistischer Verfahren ist eng
gekoppelt mit der Existenz von okonomischen
Modellen, welche die Wechselwirkungen in den
beobachtbaren dkonomischen Daten beschreiben.
KNN hingegen konnen auch ohne die Existenz
eines detaillierten 6konomischen Modells einge-
setzt werden, da sie anhand von reprisentativen
Beispieldaten selbst ein internes Modell iiber die
Zusammenhinge innerhalb des Datenmaterials
aufbauen. Daher soll im folgenden untersucht wer-
den, ob KNN geeignet sind, erwartete Aktienrendi-
ten zu schitzen und inwieweit durch den Einsatz
von KNN Riickschliisse auf die Validitit des Markt-
modells moglich werden.

Tabelle 1: Daten

DAX-Werte Nicht-DAX-Werte
Siemens (723600)* Didier (553700)
BASF (515100) PWA (688980)
Kaufhof (781900) KHD (630500)

*In den Klammern sind die Wertpapierkennummern der
untersuchten Stammaktien angegeben.

Als Beispieldaten liegen dieser Untersuchung Zeit-
reihen von drei im DAX enthaltenen und drei nicht
enthaltenen Aktien zugrunde. Das Datenmaterial
besteht aus den jeweiligen bereinigten Tageskursen
von 1983 bis 1986 und umfasst insgesamt 15.000
Einzeldaten (Vgl. Tabelle 1).

Des weiteren wurden die Renditen des DAX, des
Indexes der Frankfurter Wertpapierborse (F/M
Borsenindex), des WestLB-Indexes sowie die loga-
rithmierten Umsitze der betrachteten Aktien mit
einbezogen.

Grundsitzlich besteht die Wahl, mit Tages- oder
Wochenrenditen zu arbeiten. In dieser Untersu-
chung wurden Tagesrenditen gewihlt, da dem KNN
hierdurch 250 Datenwerte pro Jahr statt 50 zur
Verfiigung gestellt werden konnen, wenngleich die
Wochenrenditen tendenziell eher normalverteilt sind
als die Tagesrenditen [5].

Zum Vergleich, inwieweit Prognosen der Aktien-
renditen mit Hilfe verschiedener Verfahren mog-
lich sind und wie gut die gewéhlten Verfahren diese
Aufgabe erfiillen, werden zwei Kenngrossen fiir
jedes Verfahren pro Jahr und Aktie berechnet. Als
Vergleichskriterien kommen die Summe der qua-
drierten Residuen (SQR) und die mittlere absolute
Differenz (MAD) zum Einsatz:

SR = Y[R, - &)

t=1

und

MAD = L .
n
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A

R, = prognostizierte Rendite fiir Aktie i im
Zeitraum von ¢-1 bis ¢

n = Anzahl der Borsentage des betrachteten

Jahres.

Aus der Vielzahl moglicher KNN-Paradigmen, die
der Forschungsbereich des Konnektionismus bis-
lang hervorgebracht hat, wurden fiir die hier vorlie-
gende Aufgabenstellung mehrschichtige Backpro-
pagation-Netzwerke, sogenannte Multilayer-Per-
ceptrons zum empirischen Einsatz ausgewihlt [6].
Diese KNN sind besonders gut zur Modellierung
okonomischer Strukturen geeignet, da die Modell-
bildung nicht auf einer restriktiven exakten a priori
Spezifikation der Strukturen basiert, sondern nur
auf grobe Vorgabe moglicher Einflussfaktoren, die
automatisch durch Lernen aus Erfahrung anhand
von Vergangenheitsdaten verfeinert wird.

KNN sind Informationsverarbeitungssysteme, be-
stehend aus einer Vielzahl miteinander verkniipf-
ter, unabhiéngiger Verarbeitungseinheiten, den Neu-
ronen. Uber spezielle Verbindungen konnen diese
Neuronen untereinander und mit der Aussenwelt
Signale austauschen. Zur Vereinfachung werden
diese Neuronen hiufig in Schichten, den sogenann-
ten Layern, gruppiert, wobei typischerweise jedes
Neuron einer Schicht mit allen Neuronen der vor-
angegangenen sowie der nachfolgenden Schicht
verbunden ist. Schichten, die Signale von der Aus-
senwelt empfangen, werden als Eingabeschichten
bezeichnet, Schichten, in denen die Neuronen nur
mit anderen Neuronen in Verbindung stehen, als
Zwischenschichten oder “Hidden Layers” und
Schichten, die Informationen an die Aussenwelt
weiterleiten, als Ausgabeschichten. Im folgenden
sollen beispielhaft die Vorgidnge innerhalb eines
KNN skizziert werden.

Die Signalverarbeitung in einem Neuron kann in
etwa mit einem einfachen Entscheidungsprozess
verglichen werden. Jedes einzelne Neuron bewertet
die Signale von allen ihm zur Verfiigung stehenden
Informationskanilen (feedforward-Verbindung) mit
speziellen Gewichten und fasst diese Einzelinfor-
mationen durch Summation zu einer Gesamtkenn-

zahl zusammen. Diese wird dann mit einem Schwel-
lenwert (Bias) verglichen, um das Ausgabesignal
desjeweiligen Neurons, quasi die Entscheidung des
Neurons, zu ermitteln und an die anderen Neuronen
zur Weiterverarbeitung oder als KNN-Ausgabe-
wert zur Aussenwelt weiterzuleiten.

Legt man einem KNN ein bestimmtes Muster von
Eingangssignalen an die Eingabeschicht an, so kann
man, nachdem die oben skizzierte Informationsver-
arbeitung abgeschlossen ist, an den Neuronen der
Ausgabeschicht den oder die KNN-Ausgabewerte
ablesen. Falls dieser, was zu Beginn des Trainings
eines KNN zu erwarten ist, nicht mit dem ge-
wiinschten Ausgabewert iibereinstimmt, muss die
Entscheidungsfindung im KNN korrigiert werden.
Hierzu wird die Differenz zwischen dem real vor-
liegenden KNN-Ausgabewert und dem gewiinsch-
ten berechnet und anhand dessen Fehler mit Hilfe
des Backpropagation-Algorithmus die Gewichtung
der jeweiligen Informationskanile aller Neuronen
verdndert. Auf diese Weise wird erreicht, dass das
KNN das angelegte Eingangsmuster mit dem ge-
wiinschten Ausgabewert assoziiert [7]. Wiederholt
man dieses Training fiir verschiedene Beispiele,
also Eingangsmuster- und Ausgabewert-Kombina-
tionen, so wird das KNN zunehmend den fiir die
Jjeweilige Aufgabenstellung relevanten Informations-
kanélen eine hohere Gewichtung und den unwich-
tigen ein geringes Gewicht beimessen. Nach been-
detem Training hat das KNN die Gewichte zwi-
schen den einzelnen Neuronen derart angepasst,
dass es sowohl bei den bekannten trainierten Ein-
gangsmustern als auch bei unbekannten Eingangs-
mustern weitgehend den gewiinschten Ausgabe-
wert liefert [8]. Durch den Trainingsalgorithmus
und einen Satz an Beispieldaten konnen KNN somit
automatisch, das heisst ohne menschliche Interak-
tion, eine Transferfunktion bzw. mathematische
Abbildung zwischen Eingangsdaten - den mogli-
chen Einflussgrossen - und den Ausgabewerten -
den 6konomischen Zielgrossen - approximieren [9].
Die in dieser Untersuchung verwendeten KNN-
Modelle unterscheiden sich voneinander in der
Anzahl der Zwischenschichten, der Anzahl der
Neuronen und dem Vorhandensein von feedback-
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Schichten. Diese feedback-Schichten speichern die
Signale einer anderen Schicht zu einer vorangegan-
genen Periode. Sie bilden somit eine Art Gedacht-
nis fiir das KNN, in dem Informationen iiber voran-
gegangene Arbeitsschritte frilherer Zeitpunkte ge-
speichert werden konnen. KNN mit feedback-Schich-
ten werden auch als recurrent-KNN bezeichnet, die
hier verwendeten recurrent-KNN konnen auf die
Eingangsdaten sowie ihre eigenen Prognosen der
vorhergehenden zwei Perioden zuriickgreifen [10].
Sie konnen somit in Abhéngigkeit vom zeitlichen

Kontext der Eingabemuster unterschiedlich auf
gleiche Eingaben reagieren und somit nicht lineare
autoregressive Prozesse beschreiben [11]. Abbil-
dung 1 skizziert in komprimierter Form die Struk-
tur der getesteten KNN-Modelle 1 bis 6.

Zur Verdeutlichung der in Abbildung 1 skizzierten
KNN-Topologien wird in Abbildung 2 die Struktur
von KNN3 detailliert dargestellt. Das KNN3 ent-
wirft ein Modell der allgemeinen Form

RAi,x = f (R"t-l;R\ R RM,:-2)

i, =2 "Ms-1?

Abbildung 1: Struktur der in der Untersuchung verwendeten KNN-Modelle

/ KNNI
-

KNN3

KNNS5 KNN6

Eine dicke durchgezogene Linie steht fiir eine vollstindige feedforward-Verbindung von zwei Schichten, wobei jedes Neuron
der oberen Schicht mit jedem der unteren verbunden wird, eine gepunktete Linie fiir Verbindung zu einer feedback-Schicht
(Gedichtnis), ein Rechteck fiir eine Neuronenschicht, wobei die Zahl in dem Rechteck die Anzahl an Neuronen in der

jeweiligen Schicht angibrt,

D fiir den Eingangswert Tagesrendite DAX zum Zeitpunkt ¢ in der Eingabeschicht,

W fiir den Eingangswert Tagesrendite WestLB-Index zum Zeitpunkt ¢ in der Eingabeschicht,

F fiir den Eingangswert Tagesrendite F/M Borsenindex zum Zeitpunkt ¢ in der Eingabeschicht,

U fiir den Eingangswert logarithmierte Umsitze der Aktie i zum Zeitpunkt ¢ in der Eingabeschicht und R, fiir den

Ausgabewert Tagesrendite der Aktie i zum Zeitpunkt 7.
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Abbildung 2: Detaillierter Aufbau des KNN3-Modells

6 feedback-Schichten 2 feedback-Schichten
von der Ausg

abeschicht von der Eingabegchicht

tigliche Rendite der betrachteten Aktic

tiagliche Rendite des DAX

Eingabeschicht mit 1 Neuron

Zwischenschicht mit 10 Ncuronen

Ausgabeschicht mit 1 Neuron

unter Verwendung des DAX-Indexes fiir R,
Wihrend der Renditeschitzung wird der Eingabe-
schicht nur der Wert der DAX-Rendite fiir den
Tag #(R,, ) extern vorgegeben. In dem Neuron der
feedback-Schicht 1 der Eingabeschicht befindet
sich aus dem vorangegangenen Durchlauf die DAX-
Rendite des Vortages, in dem Neuron der feedback-
Schicht 2 entsprechend der Wert der DAX-Rendite
aus dem Durchlauf fiir den Tag 7-2. Analog ist der
KNN-Schitzwert R, | fiir R, | aus dem Vortages-
durchlauf in dem Neuron der feedback-Schicht 1
der Ausgabeschicht und R,,, in dem Neuron der
feedback-Schicht 2 der Ausgabeschicht.

Die Ausgangssignale dieser fiinf Neuronen werden
den zehn Neuronen der Zwischenschicht iiberge-
ben, die hieraus ihre eigenen Ausgabesignale be-
rechnen und diese wiederum dem Neuron der
Ausgabeschicht als Eingabe zur Verfiigung stellen.
Nachdem das Neuron der Ausgabeschicht einen
Schitzwert fiir die Rendite R, der betrachteten
Aktie ermittelt hat, wird das aktuelle Ausgabesig-

nal der jeweils ersten feedback-Schicht in die je-
wells zweite feedback-Schicht kopiert und das
Ausgabesignal des Neurons der Ausgabe- und
Eingabeschicht in die jeweils korrespondierende
erste feedback-Schicht kopiert [12].

Im Rahmen eines Vorversuches wurden ausser den
hier angefiihrten noch weitere, komplexere Model-
le betrachtet:

- KNN mit einer grosseren Zahl von Zwischen-
schichten,

KNN mit Kontextschichten [13],

- KNN mit mehr Neuronen in den Zwischen-
schichten,

KNN mit zusitzlichen feedback-Schichten.
Als konsistentes Resultat 14dsst sich nur festhalten,
dass mit zunehmender Komplexitit der KNN der
Trainingsaufwand deutlich steigt, wihrend sich die
Prognosequalitit im Vergleich zu den hier ange-
fithrten Modellen nur geringfiigig @ndert. So fiihrt
zum Beispiel die Einfiihrung weiterer feedback-
Schichten oder die Verdopplung der Neuronen in
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den Zwischenschichten zu keiner signifikanten
Verbesserung der Schitzungen, daher werden sol-
che KNN-Strukturen hier nicht weiter dargestellt.

3.2 Vorbereitungen und Besonderheiten des
Trainings der KNN

Bevor die KNN zur Schitzung der Aktienrenditen
eingesetzt werden konnen, miissen sie mit Hilfe des
Backpropagation-Algorithmus anhand von Beispiel-
daten trainiert werden [14]. Da das Training der
KNN mit zufillig gewichteten Verbindungen zwi-
schen den Neuronen beginnt, kann jedes erneute
Training zu geringfiigig anderen Losungen fiihren.
Zur Vermeidung von hieraus resultierenden Feh-
lern wurde jedes KNN-Experiment zweimal wie-
derholt und der Mittelwert dieser drei Experimente
als Ergebnis weiter verwendet.

Die KNN werden mit einer Lernrate von 0,0075
ohne Momentum mit zufélligen Startgewichten aus
dem Intervall von {-0,65; +0,65} anhand der 250
Eingangswerte des Jahres J trainiert. Nach absol-
viertem Training miissen sie anhand der 250 Ein-
gangswerte des Jahres J+1 Prognosewerte fiir die
jeweilige Aktienrendite liefern. Wihrend des Trai-
nings wird nun protokolliert, ob die Anderungen
der einzelnen Gewichte zwischen den Neuronen
vermutlich durch das Erkennen systematischer
Zusammenhinge in den Beispieldaten oder durch
den Versuch, Storvariablen zu prognostizieren,
resultieren. Falls letzteres der Fall sein sollte, wer-
den die jeweiligen Verbindungen geldscht [15] (auf
Null gesetzt). Als weiteres Hilfsmittel, um Effekte
wie Overtraining oder Overfitting weitgehend aus-
zuschalten [16], wurde ein Teil der Trainingsdaten
als Holdout-Werte aus den Lerndaten ausgeschlos-
sen, um so die Generalisierungsfihigkeit des KNN
zu testen; diese Technik wird auch als Crossvalida-
tion bezeichnet. Trainiert werden die KNN nur so
lange, wie sich der Schétzfehler bezogen auf die
Holdout-Werte nicht verschlechtert.

Der Einsatz von KNN ist im Gegensatz zur Anwen-
dung der meisten statistischen Verfahren nicht an
bestimmte Priamissen beziiglich der Verteilung des

Datenmaterials wie zum Beispiel Standardnormal-
verteilung, gekoppelt [17]. KNN haben keine Pri-
missen iiber die den Beispieldaten zugrunde liegen-
de statistische Verteilung, die Trainingsdaten soll-
ten jedoch fiir die Problemstellung reprisentativ
sein. Ausserdem erfordern die hier verwendeten
KNN, dass das Datenmaterial nur Werte aus dem
Intervall von 0 bis 1 enthélt. Um dieses zu errei-
chen, wird das Datenmaterial transformiert. Ex-
ante wird postuliert, dass alle Renditen innerhalb
des Intervalls von -3,75% bis +3,75% liegen sollen;
Renditen, die ausserhalb dieses Intervalls liegen,
werden durch den jeweiligen Intervallgrenzwert
ersetzt. Bei den Umsitzen wird anhand der Trai-
ningsdaten ein um den Mittelwert symmetrisches
Intervall ermittelt, in dem 97,5% der Trainingsda-
ten liegen. Die untere und obere Grenze dieses
Intervalls werden nun als minimaler und maximaler
Wert fiir den Umsatz postuliert, um so den mogli-
chen Einfluss von Ausreissern zu reduzieren. Die
Rendite-Trainingsdaten des Netzes ergeben sich
nun gemiss folgender Transformation:
) R, - min(R)

R’
*  max(R) - min(R)

Diese Vorgehensweise impliziert, dass die progno-
stizierten minimalen und maximalen Renditen und
Umsiitze des Prognosejahres den realen Renditen
des Trainingsjahres entsprechen, da das KNN nur
innerhalb dieser Intervalle prognostizieren kann.
Die Verwendung der realen Maxima und Minima
aus Trainings- und Prognosejahr verbietet sich von
selbst, da diese Untersuchung als Ex-ante-Betrach-
tung ausgelegt ist. Ein weiteres gebriuchliches
Verfahren besteht in der Standardisierung der Bei-
spieldaten [18]:

1
{52)
1 +el %

Der Einsatz dieser Transformationsregel scheint,
wie verschiedene Testldufe ergaben, zur Transfor-
mierung von Renditen weniger gut geeignet zu
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sein, da sich das Lernverhalten der KNN leicht
verschlechterte (geringere Konvergenz) und auch
die Schitzungen der Renditen sich verschlechter-
ten.

3.3 Regressionsanalysen als Vergleichsver-
fahren

Um einen Vergleichsmassstab fiir die Fehlermasse
der KNN-Modelle zu bekommen, wurden verschie-
dene uni- und multivariate Regressionsanalysen
zur Schitzung der Aktienrenditen durchgefiihrt.
Das erste Vergleichsverfahren (EinfReg) basiert
auf der Annahme stationirer Betafaktoren. Es ent-
spricht der iiblichen Vorgehensweise zur Schiit-
zung des Marktmodells und der zu erwarteten Beta-
faktoren [19]. Anhand der 250 Aktien- und Markt-
portefeuilletagesrenditen im Jahr J werden mit Hilfe
einer linearen Kleinste-Quadrate-Regression Schiit-
zwerte fiir ¢, und b, ermittelt. Diese Schitzwerte
werden nun benutzt, um im Jahr J+1 fiir die gege-
benen 250 Tagesrenditen des Marktportefeuilles
die erwarteten Aktienrenditen zu schiitzen. Das
zweite Regressionsverfahren (EinfReg a =0) unter-
scheidet sich vom ersten nur dadurch, dass der Wert
a, auf Null gesetzt wird, da die Vernachlissigung
des marktunabhingigen Renditebestandteils zu bes-
seren Schitzwerten fiihren kann [20].

Als Benchmark im eigentlichen Sinne fiir diese
Untersuchung soll das dritte Regressionsmodell
(ProgReg) herangezogen werden. Fiir diesen Zweck
soll eine lineare Kleinste-Quadrate-Regression iiber
R,und R, im Jahr J+1 durchgefiihrt werden, um die
so ermittelten Koeffizienten a, und b, zur Berech-
nung der Schitzwerte der Aktienrenditen im Jahr
J+1 zuverwenden. Bei Giiltigkeit des Markmodells
miisste dieses Modell die optimalen Schitzwerte
fiir die Aktienrendite liefern.

Fiir das vierte Verfahren (MultReg) wurde eine
multiple Regression iiber die Renditen der drei
Indizes sowie die logarithmierten Aktienumsitze
im Jahr J durchgefiihrt und diese vier Regressions-
koeffizienten wurden zur Ermittlung der Aktien-
rendite im Jahr J+1 herangezogen. Dieses Verfah-

ren soll zeigen, inwieweit, durch die Hinzunahme
der zusitzlichen Eingangsdaten von KNNG6 in eine
multiple Regressionsanalyse, sich die Genauigkeit
der Schitzungen der tatsichlichen Renditen verin-
dert.

4. Durchfiihrung der Untersuchung und Dar-
stellung der Resultate

Im ersten Schritt werden anhand der Daten von
1983 die Schitzwerte fiir die Regressionskoeffi-
zienten ermittelt und die KNN anhand der transfor-
mierten Beispieldaten trainiert. Im niichsten Schritt
miissen die angefiihrten Verfahren die Aktienrendi-
ten fiir die 250 Borsentage in 1984 anhand gegebe-
ner Indexrenditen und Aktienumsitze schitzen.
Zwischen diesen Schétzwerten und den real aufge-
tretenen Aktienrenditen, also ohne die Eliminie-
rung sogenannter Ausreisser, werden schliesslich
die Fehlermasse MAD und SQR berechnet. In
analoger Weise werden mit Hilfe der zehn Verfah-
ren die Renditen fiir 1985 und 1986 anhand der
Jeweiligen Vorjahresdaten geschitzt und die Feh-
lermasse berechnet.

Tabelle 2 zeigt exemplarisch die auf diese Weise
ermittelten Fehlermasse fiir die Renditeschétzun-
gen der Aktie der Didier AG von 1984 bis 1986.
Dadie gesamten Ergebnisdaten nur uniibersichtlich
in einer Tabelle dargestellt werden kénnen (6 Ak-
tien a 3 Jahre, 10 Verfahren mit 2 Fehlermassen =
360 Werte), empfiehlt es sich, die Ergebnisse wei-
ter zu verdichten.

Dazu werden jeweils die Daten iiber die betrachte-
ten drei Jahre und iiber die jeweiligen Gruppen
(DAX bzw. Nicht-DAX) zusammengefasst. Bei
der SQR erfolgt diese Zusammenfassung durch das
Aufsummieren aller Werte, bei der MAD durch die
Mittelung der einzelnen Werte. Anhand dieser
zusammengefassten Fehlermasse wird die Rang-
folge der jeweiligen Verfahren ermittelt. Die Rang-
folgen nach Summe der SQR sind in Tabelle 3
dargestellt.
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Tabelle 2: Darstellung der Fehlermasse der Didier Aktie

Verfahren SQR 1984 | SOQR 1985 SQR 1986 MAD 1984 MAD 1985 | MAD 1986
EinfReg 0,0584564 | 0,0911720 0,0959314 0,0106445 0,0143305 0,0145588
EinfReg a =0 0,0583476 | 0,0911767 0,0959096 0,0105301 0,0143328 0,0145908
ProgReg 0,0580537 | 0,0852299 0,0954767 0,0105609 0,0133502 0,0146441
MultReg 0,0581252 | 0,0909034 0,0907416 0,0106565 0,0144370 0,0141507
KNN 1 0,0600037 | 0,0851519 0,0960010 0,0106807 0,0133117 0,0145276
KNN 2 0,0706422 | 0,0850898 0,1104277 0,0115647 0,0133129 0,0156716
KNN 3 0,0604040 | 0,0844409 0,0929801 0,0107008 0,0132000 0,0143920
KNN 4 0,0587430 | 0,0811682 0,0902566 0,0106132 0,0131012 0,0141024
KNN 5 0,0571696 | 0,0790889 0,0920247 0,0106066 0,0127648 0,0143942
KNN 6 0,0572320 | 0,0791537 0,0911767 0,0106189 0,0128323 0,0143677

Tabelle 3: Rangfolge nach Summe der SQR aller DAX- und Nicht-DAX-Werte

DAX Nicht-DAX Alle Werte DAX Nicht-DAX Alle Werte
Verfahren SQR SQR SQR Rang Rang Rang
EinfReg 0,2818840 0,6335571 0,9154411 8 9 9
EinfRega =0 0,2810983 0,6335216 0,9146198 7 8 8
ProgReg 0,2769922 0,6147044 0,8916966 6 6 6
MultReg 0,2358149 0,6116412 0,8474561 3 4 4
KNN 1 0,2826088 0,6285336 0,9111424 9 7 7
KNN 2 0,3707186 0,6876504 1,0583689 10 10 10
KNN 3 0,2738059 0,6144395 0,8882454 5 5 5
KNN 4 0,2376303 0,5900157 0,8276460 4 3 3
KNN 5 0,2347227 0,5808382 0,8155608 2 2 2
KNN 6 0,2334067 0,5695979 0,8030046 1 | 1

Tabelle 4: Rangfolge nach Mittelwerten der MAD aller DAX- und Nicht-DAX Werte

DAX Nicht-DAX Alle Werte DAX Nicht-DAX Alle Werte
Verfahren MAD MAD MAD Rang Rang Rang
EinfReg 0,0081259 0,0123370 0,0102314 9 9 9
EinfRega=0 0,0081138 0,0123136 0,0102137 8 8 8
ProgReg 0,0080028 0,0120792 0,0100410 6 5 6
MultReg 0,0071830 0,0121974 0,0096902 3 7 4
KNN 1 0,0080565 0,0121543 0,0101054 7 6 7
KNN2 0,0089707 0,0127085 0,0108396 10 10 10
KNN 3 0,0078866 0,0120313 0,0099590 5 4 5
KNN 4 0,0071961 0,0118060 0,0095010 4 3 3
KNN 5 0,0071769 0,0117426 0,0094597 2 2 2
KNN 6 0,0071732 0,0116660 0,0094196 1 1 1
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Tabelle 5: Prozentuale Differenzen der SQR relativ zur Einfachregression

Verfahren Kaufhof BASF Siemens PWA Didier KHD
EinfRega =0 0,21% 0,19% 0,43% -0,13% 0,07% 0,09%
ProgReg 1,43% 1,52% 2,74% 2,96% 2,56% 2,83%
MultReg 5,41% 23,61% 32,82% 2,16% 2,09% 1,76%
KNN 1 0,10% -0,13% -0,23% 1,00% 1,29% -0,73%
KNN 2 -31,78% -0,63% -41,52% 1,04% -9,76% -13,84%
KNN 3 1,36% 3,31% 6,34% 3,98% 2,38% 1,82%
KNN 4 5,26% 21,78% 32,61% 6,78% 5,47% 6,73%
KNN 5 7,78% 21,85% 31,08% 12,14% 6,51% 6,80%
KNN 6 8,69% 21,82% 31,82% 14,98% 6,74% 9,75%

Die Zusammenfassung der Ergebnisse der einzel-
nen MAD-Werte fiihrt zu Tabelle 4.

Die Tabellen 3 und 4 deuten auf eine Uberlegenheit
einiger KNN-Verfahren gegeniiber bestimmten
Regressionsansidtzen hin. Um einen genaueren
Einblick in die quantitativen Unterschiede zwi-
schen den Prognosefehlern der EinfReg und denje-
nigen der Ubrigen Verfahren zu erhalten, werden
die prozentualen Unterschiede zwischen den Pro-
gnosefehlern der einzelnen Verfahren fiir jedes Jahr
relativ zur einfachen linearen Regression berechnet
und danach zu einem Durchschnittswert gemittelt
(vgl. Tabelle 5). Die Prozentwerte geben an, um
wieviel besser als die lineare Einfachregression die
jeweiligen Verfahren sind, also um wieviel Prozent
die jeweilige SQR geringer ist als die SQR der
linearen Einfachregression.

5. Analyse der Ergebnisse und weitergehende
Betrachtungen

Setzt man die Giiltigkeit des Marktmodells nach
Sharpe und eine lingerfristige Stabilitéit der Beta-
faktoren voraus, so miisste erwartungsgeméss das
ProgReg Verfahren die fehlerminimalen und somit
besten Schitzwerte fiir die Aktienrendite im Ver-
gleich zu allen betrachteten Verfahren liefern. Diese
Erwartung wird jedoch durch die hier vorliegenden
Ergebnisse nicht bestitigt. Stattdessen wurden die
durchschnittlich genauesten Schitzungen, gemes-
sen an MAD und SQR, mit Hilfe des KNN6-

Modelles erzielt. Die prozentualen MAD-Unter-
schiede zur linearen Einfachregression sind in
Abbildung 3 dargestellt.

Beim Vergleich der untersuchten univariaten Re-
gressionsanalysen EinfReg und EinfReg a = 0 zeigt
sich, dass eine geringfiigige durchschnittliche Ver-
besserung der Schitzungen erreicht wird, wenn
man den Regressionskoeffizienten a gleich Null
setzt und die Prognosen nur auf b stiitzt. Derartige
Schitzungen fiihren definitionsgemif jedoch zu
hoheren SQR-Fehlern als die Benchmark ProgReg,
da die Regressionskoeffizienten anhand der Daten
des Vorjahres geschétzt und nicht anhand der Daten
des Prognosejahres berechnet werden [21].

Die KNN-Verfahren 1 und 2 basieren auf ver-
gleichbaren modelltheoretischen Grundlagen (uni-
variate Beziehungen), da sie als Eingangswert nur
jeweils eine Tagesrendite des Marktportefeuilles
zur Verfiigung haben. KNN1 liefert durchschnitt-
lich mit geringeren Fehlern behaftete Renditeprog-
nosen als die Regressionsverfahren EinfReg und
EinfReg a = 0. Bei den DAX-Werten ist KNN1,
gemessen an der SQR, allerdings geringfiigig schlech-
ter als die linearen Einfachregressionen.

KNN?2 schneidet bei Betrachtung von sowohl MAD
als auch SQR deutlich als schlechtestes Verfahren
von allen ab. Eine mogliche Begriindung hierfiir
konnte darin liegen, dass entweder das hier verwen-
dete automatische Lernverfahren nicht optimal auf
solche vierschichtigen KNN abgestimmt ist oder
aber die untersuchte Problemstellung eine fiir solch
ein vierschichtiges KNN zu geringe Komplexitit
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Abbildung 3: Prozentuale MAD-Unterschiede zur linearen Einfachregression
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bzw. ein zu geringes Mass an Nichtlinearitit auf-
weist [22].

Dass die Benchmark ProgReg nicht die fehlermini-
malen Schitzungen aller Verfahren, sondern npr
die der univariaten lieferte, deutet darauf hin, dass
das unterstellte Marktmodell von Sharpe die Wirk-
lichkeit nicht exakt abbilden kann.,
Das mit einem “Gedéchtnis” ausgéstattete KNN3
liefert im Mittel bessere Ergebnisse zur Prognose
der unbekannten Datenreihen als eine lingéie Ein-
fachregression iiber die zu prognostizierenden Daten.
Dieses lisst den Schluss zu, dass das KNN inner-
halb der Daten autoregressive Zusammenhinge
erkannt hat und diese zur Verbesserung der Schiit-
zungen nutzt.

Wenn nun die Schitzungen sich durch das Hinzufii-
gen eines “Gedichtnisses” bereits verbessern, dann
ist zu vermuten, dass auch das Zur-Verfiigung-
Stellen weiterer Eingangsdaten die Renditeschiit-

zung verbessern konnte. Diese Vermutung wurde

mittels KNN4 und KNNS iiberpriift. Deutlich zeigt
sich, dass die Einbeziehung von weiteren Indizes
(F/M-Index & WestLB-Index), welche aus Sicht
eines menschlichen Betrachters redundant erschei-
nen, doch zu deutlich besseren Schitzungen - so-
wohl gemessen anhand von SQR als auch MAD -
fiihrt als alle vormals betrachteten Verfahren. Eine
weitere Verbesserung der Schitzungen konnte durch
Hinzuziehung des logarithmierten Aktienumsatzes
zu den bisherigen Eingangswerten erzielt werden.
Diese Rangfolge ist konsistent iiber DAX- und
Nicht-DAX-Werte und iiber SQR und MAD.

Die geringsten Fehler SQR und MAD ergeben sich
bei KNNBG, es fiihrt im Vergleich zu allen getesteten
Verfahren zu den besten Schiatzungen beziiglich der
Aktienrendite. Als Kontrollverfahren kann Mult-
Reg, eine multiple lineare Regression iiber die
Eingangswerte von KNN6, gesehen werden. Ren-
diteschidtzungen mittels MultReg ergaben, wie in
den Tabellen ersichtlich, dass so ermittelte Schit-
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zungen konsistent besser sind als die der Einfachre-
gressionen, allerdings durchschnittlich schlechter
als die der KNN mit mehreren Eingangsdaten. Nur
bezogen auf die DAX-Werte schneidet KNN4
schlechter ab als die Mehrfachregression. Bezogen
auf die Nicht-DAX-Werte resultiert hieraus, dass
ein KNN aus weniger Informationen in diesem Fall
bessere Schitzungen erzielen kann als eine lineare
Mehrfachregression mit mehr Eingangsdaten.

Der Versuch, mit Hilfe einer schrittweisen Elimi-
nation die wichtigsten Einflussfaktoren zu ermit-
teln, fithrte nur zu geringen Verbesserungen der
Schitzungen. Hierbei ist anzumerken, dass fast
ausnahmslos zuerst die logarithmierten Aktienum-
sdtze als nicht signifikant erkannt und aus der
Mehrfachregression eliminiert wurden, obwohl die
Fehlerwerte von KNN4 und KNNS5 darauf hinzu-
weisen scheinen, dass die logarithmierten Aktien-
umsitze sehr wohl einen Zusammenhang zur Ak-
tienrendite aufweisen, vermutlich aber einen nicht-
linearen.

Bei den kleineren nicht im DAX enthaltenen Wer-
ten erscheint aufgrund der hier ermittelten Ergeb-
nisse der Vorteil des Einsatzes von KNN mit meh-
reren Eingangswerten am ausgeprigtesten, wih-
rend bei den DAX-Werten auch Mehrfachregres-
sionen zu sehr guten Ergebnissen fiihren kénnen.
Diese Ergebnisse legen insgesamt den Schluss nahe,
dass nichtlineare Zusammenhénge zwischen ver-
schiedenen am Kapitalmarkt beobachtbaren Gros-
sen und der tiglichen Aktienkursrendite bestehen
und dass diese Beziehungen mit einem KNN deut-
lich besser modelliert und zu Prognosen des Zu-
sammenhangs zwischen der Rendite und verschie-
denen Einflussgrossen genutzt werden kénnen als
mit vergleichbaren Regressionstechniken.

Zur ndheren Analyse der unterschiedlichen Schitz-
fahigkeiten wurden die mittels KNN1 und der
Einfachregression EinfReg a = 0 erstellten Schiit-
zungen der Aktienrenditen einander gegeniiberge-
stellt (vgl. Abbildung 4). Hierzu wurden auf der X-
Achse des Diagramms hypothetische DAX-Index-
renditen im Bereich von {-3,75% bis +3,75%}
abgetragen und auf der Y-Achse die vom jeweili-
gen Verfahren geschitzten Aktienrenditen, am

Beispiel der PWA-Aktien im Jahr 1984. In Abbil-
dung 4 wird ein wesentlicher Unterschied zwischen
den Schitzungen des KNN1 und denen der linearen
Einfachregression deutlich; die Regression pro-
gnostiziert geméss ihrer Primissen einen linearen
Zusammenhang zwischen Marktportefeuillerendi-
te und Aktienrendite, wihrend das KNN1 einen
nichtlinearen Zusammenhang prognostiziert. Bei
relativ hohen absoluten Marktportefeuillerenditen
prognostiziert das KNN1 geringere absolute Ver-
dnderungen der Aktienrendite als bei geringe-
ren absoluten Marktportefeuillerenditen.

Die Abbildung 5 zeigt die in 1984 real zu beobach-
tenden Aktien- und Indexrenditen, die den obigen
Schitzungen zugrunde lagen. Bezogen auf die
Fehlermasse scheint das KNN1-Modell den wirkli-
chen Zusammenhéngen am Kapitalmarkt niher zu
kommen als das Regressionsmodell.

Da die erweiterten KNN-Modelle noch geringere
durchschnittliche MAD- und SQR-Fehler aufwei-
sen, liegt der Schluss nahe, dass sie eine noch
genauere Modellierung der Realitét ermdglichen
und somit die Annahme eines einfachen linearen
Zusammenhangs fiir das Kapitalmarktmodell eine
zu starke Vereinfachung der Realitét darstellit.
Einen um die logarithmierten Aktienumsitze er-
weiterten Ansatz benutzen KNN5 und KNN6 zur
Prognose der Zusammenhinge am Kapitalmarkt,
die die Aktienrendite bestimmen. Die dargestellten
Ergebnisse zeigen, dass durch die Miteinbeziehung
des Aktienumsatzes die Schitzungen der Aktien-
renditen verbessert werden kénnen. Zur Untersu-
chung des Einflusses der Aktienumsitze wurde ein
neues KNN-Modell erstellt und mit der Marktpor-
tefeuillerendite und den logarithmierten Aktienum-
sitzen der KHD-Aktien von 1983 trainiert. Nach
beendetem Training wurden dem KNN verschiede-
ne hypothetische logarithmierte Aktienumsétze und
Marktportefeuillerenditen vorgegeben, um jeweils
die zu erwartende Aktienrendite zu schitzen. Die
so ermittelten hypothetischen Aktienrenditen sind
als Ebene in der Abbildung 6 ersichtlich.

In Abbildung 6 erkennt man, dass fiir das KNN die
DAX-Rendite die Haupteinflussgrosse darstellt, da
durch ihre Variation mit Abstand die grossten
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Abbildung 4: Vergleich der geschiitzten Renditen der PWA-Aktie fiir 1984
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Abbildung 6: Hypothetische Aktienrenditen in Abhiingigkeit von Aktienumsatz und DAX-Rendite
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Veridnderungen beziiglich der Aktienrendite entste-
hen. Auf der anderen Seite ist aber auch ein deutlich
geringerer Einfluss des Aktienumsatzes erkennbar.
Die Ebene der Aktienrenditen fillt mit abnehmen-
den Aktienumsitzen ab; dieses bedeutet, dass das
KNN bei hoheren Umsétzen tendenziell auch hohe-
re Aktienrenditen prognostiziert. Dieses theore-
tisch unerwartete Resultat liess sich auch fiir andere
Aktien und andere Zeitabschnitte reproduzieren.
Eine grafische Darstellung von mehr als zwei Ein-
flussfaktoren auf die Aktienrendite, wie sie bei den
KNN3 bis KNN6 vorliegen, erweist sich als #us-
serst problematisch und eine isolierte Betrachtung
von nur einem Teil der Einflussgrossen eines KNN
fiihrt zu nicht besonders aussagekriftigen Ergeb-
nissen, da hierdurch den nichtlinearen Verkniipfun-
gen der Eingangswerte innerhalb des KNN nicht
Rechnung getragen wiirde.

6. Zusammenfassung

In der hier dargestellten Untersuchung werden
zunichst verschiedene KNN und Regressionsver-
fahren zur Schitzung des Zusammenhangs zwi-
schen ausgewihlten Einflussgréssen und der Ren-
dite einzelner Aktien eingesetzt. Die so ermittelten
Modelle des Renditegenerierungsprozesses werden
dann zur Schitzung der Aktienrendite im jeweils
darauffolgenden Jahr verwendet. Ein Vergleich der
Genauigkeit der verschiedenen Renditeschitzun-
gen deutet darauf hin, dass die Annahme eines
nichtlinearen Zusammenhangs zwischen der Ren-
dite des Marktindexes und der Aktienrendite eine
bessere Abbildung des zukiinftigen Marktindex-
rendite-Aktienrendite-Zusammenhangs ermdglicht
als die Annahme eines marktmodellkonformen
linearen Zusammenhangs. Eine weitere Verbesse-
rung der KNN-Renditeschitzungen liess sich durch
die Hinzunahme redundant erscheinender zusitzli-
cher Aktienindexrenditen und des logarithmierten
Aktienumsatzes erzielen. Hierbei zeigte sich, dass
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bei den KNN hohere Aktienumsitze zu c.p. hohe-
ren Aktienrenditeschitzungen fiihren. Weiterhin
konnte durch den Einsatz von recurrent-KNN, welche
in der Lage sind, einfache autoregressive Zusam-
menhinge in den Daten zu erkennen und zu model-
lieren, eine Erhhung der Schitzqualitdt der KNN
erreicht werden.

Diese Untersuchung zeigt, dass die Annahme eines
einfachen Marktmodells der Realitit nicht gerecht
wird und der Einsatz statistischer Verfahren, insbe-
sondere Regressionsanalysen, zur Ermittlung der
Parameter eines solchen Marktmodells zu unbefrie-
digenden Ergebnissen fiihrt. Die Modellierung der
die Aktienrendite bestimmenden Zusammenhénge
auf dem Kapitalmarkt kann entscheidend verbes-
sert werden, wenn das Modell weitere Einflussfak-
toren, zeitliche Abhingigkeiten und die Beriick-
sichtigung nichtlinearer Beziehungen zwischen den
betrachteten Grossen beinhaltet. Es muss jedoch
damit gerechnet werden, dass die Parameter solcher
komplexer Modelle nicht stabil sind und auch die
Art der Beziehungen zwischen den Einflussfakto-
ren im Zeitablauf variieren kann.

Aufgrund dieser Bedingungen bietet sich der Ein-
satz kiinstlicher neuronaler Netzwerke zur Appro-
ximation dieser Zusammenhinge an. KNN konnen,
basierend auf den jeweils aktuell vorliegenden Daten,
ein internes Modell iiber die Beziehungen der Ein-
flussgrossen auf die Aktienrendite am Kapitalmarkt
aufbauen und dieses automatisch an veridnderte
Kapitalmarktbeziehungen anpassen. Sie ermogli-
chen so eine genauere Modellierung dieser Zusam-
menhénge und erlauben prizisere Schitzungen der
erwarteten Aktienrendite.
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der tiglichen Renditen im folgenden Jahr eingesetzt.
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renditen gearbeitet.

Der Vorversuch legte diesen Schluss nahe, da die a-
Koeffizienten geméB eines t-Tests sich nicht signifi-
kant von O unterschieden.

Dieses gilt nicht fiir das Fehlermass MAD (vgl. Tabel-
le 2, MAD 1984), da die Regression nach dem Klein-
ste-Quadrate-Verfahren nicht unbedingt zu der Re-
gressionsgeraden fiihrt, die den MAD-Wert minimiert.
Unsere Erfahrungen, sowie die der SIEMENS-For-
schungsgruppe ZFE IS INF 23 und die von Rehkugler
und Poddig deuten darauf hin, daf fiir wirtschaftswis-
senschaftliche Aufgabenstellungen KNN mit nur einer
Zwischenschicht auszureichen scheinen, vgl. REH-

KUGLER/PODDIG (1992b), p. 15.

(20]

(21]

[22]
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